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一种基于聚类的图卷积多示例学习算法

王江晴，毕建权，帖军，孙翀，艾勇
（中南民族大学 计算机科学学院 ＆ 湖北省制造企业智能管理工程技术研究中心，武汉 ４３００７４）

摘　 要　 基于图结构的多示例学习可用于解决挖掘包中示例间相关性问题．然而，现有的方法大多随机选择包中

示例构建图结构，忽略了包中具有代表性示例对图结构的影响；同时都是间接在包图结构上建立分类器，造成了模

型运行效率低下的问题．针对上述问题，提出了一种基于聚类的图卷积多示例学习算法 ＭＩＬ⁃ＧＣＣ，首先通过聚类方

法获取每个包中的超示例，作为包图结构中的节点；然后通过挖掘超示例间关系构建包图的边，确定包图结构；最
后利用图卷积对包图节点重要度分数进行学习，直接在包图结构上建立分类器．实验表明：ＭＩＬ⁃ＧＣＣ 可以充分表示

包图结构，有效提高分类模型的质量．
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　 　 多示例学习的概念源自医学领域制药过程中何

种分子适合制药问题［１］，一个对象被定义为一个

包，每个包由多个示例组成并由一个标记与之对应，
学习的目的是建立一个学习器，对未知标记的包进

行分类［２］ ．目前，多示例学习算法被成功地应用到图

像分类与标注［３］、自然语言处理［４］、股票趋势预

测［５］等领域．
近年来，多示例学习的研究可以分为挖掘示例

间关系、挖掘包与标记间关系和关键示例检测［６，７］

三种． ＭＩＧｒａｐｈ、ｍｉＧｒａｐｈ 方法［８］ 是典型的基于图结

构挖掘示例间关系的多示例学习方法，核心思想是

将包视为图，包中的每个示例视为图中的节点，分别

利用 ε⁃ｇｒａｐｈ 和亲和度矩阵构建包图结构，设计一个

图核函数来捕获包图间各节点的相似性，用以作为

构建分类器的依据．由于随机选择包中的示例构建

图结构，因此在模型分类准确率上还有较大的提升

空间．ＳＣＰＭＫ＿ＭＩＬ 方法［９］利用谱聚类方法获取潜在

的正示例代表，利用径向基函数和金字塔核分别挖

掘正示例间和负示例间的相似性，但未充分考虑包

间的相似性问题． ＭＩ⁃ＳＶＭ 方法［１０］ 和 ＤＤ⁃ＳＶＭ 方

法［１１］使用有监督学习的支持向量机 ＳＶＭ 挖掘包与

标记间关系，虽然这些方法具有较好的泛化能力和

小样本学习能力，但是求解的目标函数很难直接计

算，导致训练效率较低．ＭＧＭＬ⁃ＥＬＭ 方法［１２］、ＢＥＬＭ⁃
ＭＩＬ 方法［１３］和 ＲＢＦ⁃ＭＩＰ 方法［１４］在此基础上利用神

经网络提高模型的训练效率，但是降低了模型的可

解释性，同时在基于图结构的方法中存在子图转为

特征向量造成模型运行效率低下等问题．
本文针对随机选择包中的示例构建图结构和模

型运行效率低下的问题，提出了一种基于聚类的图

卷积 多 示 例 学 习 算 法 ＭＩＬ⁃ＧＣＣ （ Ｍｕｌｔｉ⁃Ｉｎｓｔａｎｃｅ
Ｌｅａｒｎｉｎｇ Ａｌｇｏｒｉｔｈｍ ｏｆ Ｇｒａｐｈ Ｃｏｎｖｏｌｕｔｉｏｎ Ｂａｓｅ ｏｎ
Ｃｌｕｓｔｅｒｉｎｇ）．ＭＩＬ⁃ＧＣＣ 主要分为 ２ 个步骤：（１）构建

包的图结构，利用 ｋ⁃ｍｅａｎｓ 聚类方法获取包中具有

代表性的示例作为包图中的节点，然后挖掘超示例

间关系构建包图的边；（２）构建图分类器，将构建好

的包图结构转为邻接矩阵的形式作为图卷积层的输

入，利用图卷积对节点重要度分数进行学习，筛选重

要度分数排序靠前的节点以及这些节点组成的包图

结构作为模型分类的依据．

１　 问题描述与形式化定义

ＭＩＬ⁃ＧＣＣ 的目标是从训练集中学习一组包图

结构与标记间的关系，用于对未知标记包分类．
令 Ｘ ＝ ℝ ｄ 表示示例空间． 定义 Ｄ ＝ ｛（Ｘ１，

ｙ１），…，（Ｘ ｉ，ｙｉ），…，（Ｘｍ，ｙｍ）｝ 表示具有 ｍ 个包的

ＭＩＬ 数据集，其中 Ｘ ｉ ＝ ｛ｘｉ１，…，ｘｉｊ，…，ｘｉｐｉ｝ ⊆ Ｘ被称

为一个包，ｙｉ ∈ Ｙ ＝ ｛０，１｝ 是 Ｘ ｉ 所属的标记；ｘｉｊ ∈ Ｘ
是一个由 ｄ维特征向量表示的示例，即 ｘｉｊ ＝ ［ｘｉｊ１，…，
ｘｉｊｌ，…，ｘｉｊｄ］ ′；ｐｉ 表示Ｘ ｉ 中示例个数的总数．如果存在

ｉｎｄｅｘ ∈ ｛１，…，ｊ，…，ｐｉ｝，使得 ｘｉ，ｉｎｄｅｘ 是一个正示例，
则 Ｘ ｉ 是正包且 ｙｉ ＝ １；否则Ｘ ｉ 是负包且 ｙｉ ＝ ０．该模型

的目标是从数据集 Ｄ 中学习一个多示例分类

器ｆ ∶ ２Ｘ → Ｙ．

２　 构建包图结构

ＭＩＬ⁃ＧＣＣ 算法的第 １ 步是构建包图结构．包图

结构的构建可以分为两部分，一部分是选取每个包

中的超示例作为包图的节点，另一部分是根据超示

例间关系在定义好的约束条件下创建包图的边．本
节首先对超示例、包图的概念进行了定义，然后对构

建包图的具体实现进行详细的描述．
定义 １　 超示例．超示例是指对包中所有示例

进行聚类后所得到的簇中心点，即：对数据集Ｄ中某

一个样本（Ｘ ｉ，ｙｉ） 而言，对 Ｘ ｉ 中所有的示例｛ｘｉ１，…，
ｘｉｊ，…，ｘｉｐｉ｝ 聚类得到的簇中心点 ｘ′ｉ１，…，ｘ′ｉｓ，…，
ｘ′ｉｋｉ，此处称 ｘ′ｉｓ 为 Ｘ ｉ 中的一个超示例，ｘ′ｉｓ 所在的集

合｛ｘ′ｉ１，…，ｘ′ｉｓ，…，ｘ′ｉｋｉ｝ 称为 Ｘ ｉ 的超示例的集合．
定义 ２　 包图．对数据集 Ｄ 而言，包图是指每个

包 Ｘ ｉ 的图结构信息，由节点集 Ｖｉ ＝ ｛ｖｉ１，…，ｖｉｊ，…，
ｖｉｎｉ｝、边集 Ｅ ｉ ＝ ｛（ｖｉａ，ｖｉｂ），…，（ｖｉｃ，ｖｉｄ）｝ 组成，其中，
ａ，ｂ，ｃ，ｄ∈｛１，２，…，ｎｉ｝ 且 ａ≠ ｂ，ｃ≠ ｄ， ｜ Ｅ ｉ ｜ ＝ ｅｉ 表
示包 图 中 边 个 数 的 总 数． 包 图 简 记 为：ｇｉ，ｉ ∈
｛１，２，…，ｍ｝ ．

本文采用基于超示例的方法构造包图．首先，通
过 ｋ⁃ｍｅａｎｓ 聚类方法对包图中的示例进行聚类，获
取包图中超示例的集合．由于 ｋ⁃ｍｅａｎｓ聚类方法的作

用域是全局的，而包图中示例间的邻域关系具有较

强的关联度，因此，本文利用局部 ｋ⁃ｍｅａｎｓ 聚类方法

（算法 １ 中 ２⁃１５ 行） 对 Ｘ ｉ 中所有的 ｘｉｊ 聚类得到簇中

心集合｛ｘ′ｉ１，…，ｘ′ｉｓ，…，ｘ′ｉｋｉ｝，根据簇中心集合确定

包图 ｇｉ 的顶点集合 Ｖｉ 如公式（１）：
ｖｉ１ ＝ ｘ′ｉ１，…，ｖｉｊ ＝ ｘ′ｉｓ，…，ｖｉｎｉ ＝ ｘ′ｉｋｉ， （１）

其中，算法 １ 中 Ｃ（２Ｓ × ２Ｓ） 表示每个包聚类的搜索

范围，Ｓ ＝ ｓｑｒｔ（ｐｉ ／ ｋ） 表示相邻聚类中心的步长，ｐｉ 代

表第 ｉ个包中示例总数，ｋ为第 ｉ个包中簇中心总数；
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ｌ（ ｉｊ） 表示第 ｉ个包中第 ｊ个示例所属的簇类别，初始

值为 － １；ｄ（ ｉｊ） 表示第 ｉ个包中第 ｊ个示例到任意簇

中心的距离，初始值为 ∞；ｄｉｓｔ 表示包中任意示例与

簇中心之间的欧式距离，计算公式如下：

ｄｉｓｔ ＝ （􀭴ｘｉｊ － 􀭴ｘ′ｉｋ） ２ ＋ （􀭴ｙｉｊ － 􀭴ｙ′ｉｋ） ２ ， （２）

其中，（􀭴ｘｉｊ，􀭴ｙｉｊ）、（􀭴ｘ′ｉｋ，􀭴ｙ′ｉｋ） 分别表示第 ｉ个包中第 ｊ个
示例和第 ｋ 个簇中心的位置．

然后，假设用一个二维坐标系表示每个 ｘ′ｉｓ 的
位置，则可以用 ｃｏｏｒｄｉｎａｔｅｉｓ［ｘ］［ｙ］ 表示第 ｉ包中第 ｓ
个超示例所在的位置值，其中，ｘ，ｙ ∈ ℝ ｎｉ 表示任意

超示例的位置，例如，ｃｏｏｒｄｉｎａｔｅｉ１［１］［１］ ＝ １，表示

第 ｉ 个包中第 １ 个超示例在坐标（１，１） 处的位置值

为 １，如果存在任意 ２ 个超示例 ｘ′ｉａ 和 ｘ′ｉｂ（ａ≠ ｂ） 的

ｃｏｏｒｄｉｎａｔｅｉａ［ｘ］［ｙ］，ｃｏｏｒｄｉｎａｔｅｉｂ［ｘ］［ｙ］ 满足（３） 式

的条件，则在 ｘ′ｉａ 和 ｘ′ｉｂ 间建立一条边，通过遍历 Ｘ ｉ

中所有的 ｘ′ｉｓ 确定 ｇｉ 中的 Ｅ ｉ ．
ｃｏｏｒｄｉｎａｔｅｉａ［ｘ］［ｙ］ － ｃｏｏｒｄｉｎａｔｅｉｂ［ｘ］［ｙ］ ＝ ± １，
ｍａｘ｛ｃｏｏｒｄｉｎａｔｅｉａ［ｘ］［ｙ］，ｃｏｏｒｄｉｎａｔｅｉｂ［ｘ］［ｙ］｝ ≤
　 　 ｍａｘ（ｃｏｏｒｄｉｎａｔｅｉｓ［ｘ］［ｙ］） ．

ì

î

í

ï
ï

ïï

（３）
　 　 通过算法 １将数据集Ｄ中的带标记的包映射成

算法 １ 基于超示例的包图结构构建算法

输入：数据集 Ｄ，聚类簇数 ｋ 和阈值 β
输出：带有标记的一组包图 ｇｉ，ｉ ∈ ｛１，２，…，ｍ｝
１ ｆｏｒ ｉ ｉｎ ｛１，２，…，ｍ｝ ｄｏ
２ 随机选择 ｋ 个超示例簇中心｛ｘ′ｉ１，…，ｘ′ｉｓ，…，ｘ′ｉｋｉ｝

３ 初始化 ｘｉｊ 所属类别为 ｌ（ ｉｊ） ＝ － １，距离 ｄ（ ｉｊ） ＝ ∞
４ ｒｅｐｅａｔ
５ ｆｏｒ ｘ′ｉｌ ｉｎ ｛ｘ′ｉ１，…，ｘ′ｉｓ，…，ｘ′ｉｋｉ｝ ｄｏ

６ ｆｏｒ ｘｉｊ ｉｎ Ｃ（２Ｓ × ２Ｓ） ｄｏ
７ 　 计算 ｘ′ｉｌ 与 ｘｉｊ 之间的欧式距离 ｄｉｓｔ
８ 　 ｉｆ ｄｉｓｔ ＜ ｄ（ ｉｊ） ｔｈｅｎ
９ 　 　 　 ｄ（ ｉｊ） ＝ ｄｉｓｔ，ｌ（ ｉｊ） ＝ ｋ
１０ 　 ｅｎｄ ｉｆ
１１ ｅｎｄ ｆｏｒ
１２ ｅｎｄ ｆｏｒ
１３ 重新计算 ｋ 个超示例簇中心

１４ 利用 Ｌ２ 范数计算残差 Ｅ
１５ ｕｎｔｉｌ Ｅ ≤ β
１６ ｆｏｒ ｘ′ｉｌ ｉｎ ｛ｘ′ｉ１，…，ｘ′ｉｓ，…，ｘ′ｉｋｉ｝ ｄｏ

１７ ｆｏｒ ｘ′ｉ（ｌ＋１） ｉｎ ｛ｘ′ｉ１，…，ｘ′ｉｓ，…，ｘ′ｉｋｉ｝ － ｛ｘ′ｉｌ｝ ｄｏ

１８
根据（３） 式成立条件在 Ｅｉ 中建立一条边

（ｘ′ｉｌ，ｘ′ｉ（ ｌ＋１） ）

１９ ｅｎｄ ｆｏｒ
２０ ｅｎｄ ｆｏｒ
２１ ｒｅｔｕｒｎ ｇｉ

２２ ｅｎｄ ｆｏｒ

　 　 为一组带标记的包图之后，可以采用很多已有

的方法挖掘包图间的相关关系并建立分类器，例如

建立一个图核函数表示包图之间的相似性，然后利

用支持向量机 ＳＶＭ 解决分类问题，或者通过挖掘所

有包图的频繁项信息子图表示其相似性，然后利用

极限学习机 ＥＬＭ 解决分类问题．虽然上述方法可以

有较好的分类准确率，但是间接在包图结构上建立

分类器会造成模型运行效率低下问题，因此，本文基

于直接在包图结构上建立分类器的思想，利用图卷

积进行图分类器的构建．

３　 构建图分类器

本文利用公式（４） 获得每个包图 ｇｉ 的邻接矩阵

信息，并作为图卷积层的输入．

Ａａｂ ＝
１，ｉｆ（ｖｉａ，ｖｉｂ） ∈ Ｅ ｉ，
０，ｏｔｈｅｒｓ．{ （４）

其中，Ａ ∈ ℝ ｎｉ×ｎｉ 表示 ｇｉ 的邻接矩阵，Ａ 是对称矩阵

（Ａａｂ ＝ Ａｂａ）；ｖｉａ，ｖｉｂ 表示 ｇｉ 中任意 ２ 个节点（ａ ≠ ｂ） ．
然后，利用经典的图卷积神经网络ＧＣＮ［１５，１６］ 中的卷

积层提取包图中所有节点的特征，从而得到每个节

点的重要度分数 ｚｓｃｏｒｅｊ，计算公式如下：
ｚｓｃｏｒｅ ＝ σ（􀭹ＬｓｙｍＶＷ），

其中，ｚｓｃｏｒｅ ＝ ｛ ｚｓｃｏｒｅ１，…，ｚｓｃｏｒｅｊ，…，ｚｓｃｏｒｅｎｉ｝；σ表示激活函

数；􀭹Ｌｓｙｍ 为重归一化拉普拉斯矩阵，􀭹Ｌｓｙｍ ＝􀭾Ｄ１ ／ ２􀭹Ａ􀭾Ｄ －１ ／ ２，
􀭹Ａ ＝ Ａ ＋ Ｉ，􀭾Ｄ 为 􀭹Ａ 的度矩阵，Ａ ∈ ℝ ｎ×ｎ 表示包图的邻

接矩阵，Ｎ ＝ 􀰑
ｍ

ｉ ＝ １
ｎｉ；Ｖ 表示包图中节点的特征；Ｗ ∈

ℝ Ｆ×１ 表示权重参数，Ｆ 表示当前图卷积层的输入特

征维度．
在计算每个节点重要度分数的基础上，还考虑

了包图间的不同尺度问题，即对于任意 ２ 个包图 ｇｉ

和 ｇ ｊ，其中 ｉ≠ ｊ，存在 ｎｉ ≠ ｎ ｊ 和 ｅｉ ≠ ｅｊ 的情况，通过

设置一个保留节点比例的超参数 δ∈（０，１］，对每个

ｚｓｃｏｒｅｊ 进行降排序，筛选前 δｎｉ 个节点进行特征的学

习．每次筛选相当于对包图结构和特征进行更新，具
体的包图结构更新计算公式如下：

Ａ′ ＝ Ａｍａｓｋ，ｍａｓｋ，Ｖ′ ＝ Ｖｍａｓｋ，：，
其中，Ａ′ 和 Ｖ′ 分别表示保留节点之间的邻接矩阵和

节点特征矩阵；Ａｍａｓｋ，ｍａｓｋ 表示根据前 δｎｉ 个节点的节

点索引 ｍａｓｋ 对 Ａ 同时进行行切片和列切片；Ｖｍａｓｋ，：

表示按照 ｍａｓｋ 对 Ｖ 进行列切片．
虽然通过层层丢弃节点的方式可以提高包图中

远距离节点的融合效率，但是会降低对所有节点信
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息的有效融合，因此，本文采用全局最大池化与全局

平均池化［１７］ 拼接的方式对包图的全局信息进行一

次性融合，拼接过程如图 １ 所示．

图 １　 全局平均池化与全局最大池化拼接过程

Ｆｉｇ．１　 Ｓｐｌｉｃｉｎｇ ｐｒｏｃｅｓｓ ｏｆ ｇｌｏｂａｌ ａｖｅｒａｇｅ ｐｏｏｌｉｎｇ ａｎｄ ｇｌｏｂａｌ ｍａｘｉｍｕｍ ｐｏｏｌｉｎｇ

　 　 最后将学习到的包图全局信息用于分类．基于

图卷积的图分类器模型相比于已有的基于 ＳＶＭ、
ＥＬＭ 等分类模型，忽略了包图中节点数和边数对模

型的影响，因此，在包图中节点数和边数较大时具有

一定的优势．

４　 实验与分析

４．１　 数据集与实验环境

本文选取 ５ 个多示例学习基准数据集（Ｍｕｓｋ１、
Ｍｕｓｋ２、Ｅｌｅｐｈａｎｔ、Ｆｏｘ、Ｔｉｇｅｒ）和 １ 个真实图像数据集

（２０００⁃Ｉｍａｇｅ）对提出的算法进行评价．多示例学习

基准数据集的具体属性信息见表 １．２０００⁃Ｉｍａｇｅ 图像

数据集汇总包含 ２０ 类 ＣＯＲＥＬ 图像，每个类别由

１００ 张像素为 ６４×９６ 的彩色图像组成，每个图像都

视为一个包，图像中的每个段被视为一个示例．

表 １　 多示例学习基准数据集具体属性信息

Ｔａｂ．１　 Ｓｐｅｃｉｆｉｃ ａｔｔｒｉｂｕｔｅ ｉｎｆｏｒｍａｔｉｏｎ ｏｆ ｍｕｌｔｉ⁃ｉｎｓｔａｎｃｅ ｌｅａｒｎｉｎｇ ｂｅｎｃｈｍａｒｋ ｄａｔａｓｅｔｓ

数据集名称 维度 正包数 ／ 个 负包数 ／ 个 正示例数 ／ 个 负示例数 ／ 个

Ｍｕｓｋ１ １６６ ４７ ４５ ２０７ ２６９

Ｍｕｓｋ２ １６６ ３９ ６３ １０１７ ５５８１

Ｅｌｅｐｈａｎｔ ２３０ １００ １００ ７６２ ６２９

Ｆｏｘ ２３０ １００ １００ ６４７ ６７３

Ｔｉｇｅｒ ２３０ １００ １００ ５４４ ６７６

　 　 在实验中，本文使用 １０ 倍交叉验证来比较结

果．将数据集分为 １０ 份，轮流将其中 ９ 份作为训练

集，一份作为测试集，进行实验，将 １０ 次结果的准确

率的平均值作为算法的评判指标，具体的计算公式

如下：

Ａｃｃｕｒａｃｙ ＝ １
Ｎ

􀰑
Ｎ

ｑ ＝ １

ｓｑ
ｔｑ
，

其中，Ｎ ＝ １０，ｓｑ 表示第 ｑ 次结果中所有 Ｘ ｉ 被正确分

类的总数，ｔｑ 表示第 ｑ 次结果中样本总数．
实验环境为 １６ Ｇ 内存的 Ｗｉｎｄｏｗｓ１０ 操作系统，

其 ＣＰＵ 为 ＡＭＤ Ｒｙｚｅｎ ５ ４６００Ｕ ｗｉｔｈ Ｒａｄｅｏｎ
Ｇｒａｐｈｉｃｓ，主频为 ２．１ ＧＨｚ，编程语言为 Ｐｙｔｈｏｎ ３．７．６．

４．２　 实验结果与分析

本文的实验过程主要分为 ４ 个部分，第 １ 部分

是对数据集进行预处理，即确定每个输入数据集中

示例规模的一致；第 ２ 部分是构建包图结构，本文采

用局部 ｋ⁃ｍｅａｎｓ 方法获取每个包中的超示例，然后

根据边成立的约束条件确定包图结构，并根据训练 ／
测试集所占比随机划分训练 ／测试集；第 ３ 部分为了

保证实验对比的公平性，实验对基于多示例多标记

的 ＭＧＭＬ⁃ＥＬＭ 方法进行了单标记的条件约束，然后

和 ＭＩＬ⁃ＧＣＣ 分别进行分类器的构建；第 ４ 部分则是

通过评判指标对实验结果进行分析与总结．
影响实验结果的参数主要有：示例的聚类数 ｎ，
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阈值 β，图卷积隐藏层层数 ｈ，节点保留比 δ．为了确

定模型的最优分类准确率，本文实验依据表 ２ 的实

验各参数取值范围分别对模型进行准确率的计算，
其中，对于基准数据集，在 ｎ ＝ ２０，β ＝ １，ｈ ＝ ６０，δ ＝

０．６时，可达到最优分类准确率；对于图像数据集，在
ｎ ＝ １００，β ＝ １，ｈ ＝ １２０，δ ＝ ０．８时，可达到最佳分类准

确率．

表 ２　 实验各参数取值范围

Ｔａｂ．２　 Ｔｈｅ ｒａｎｇｅ ｏｆ ｐａｒａｍｅｔｅｒｓ ｉｎ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔ

数据集 示例的聚类数 ｎ 阈值 β 图卷积隐藏层层数 ｈ 节点保留比 δ

基准数据集 ｛２０，４０，６０，８０，１００｝ （０，１］ ｛２０，４０，６０，８０，１００｝ ｛０．４，０．５，０．６，０．７，０．８｝

图像数据集 ｛５０，１００，１５０，２００｝ （０，１］ ｛８０，１００，１２０，１４０，１６０｝ ｛０．５，０．６，０．７，０．８，０．９｝

　 　 实验的对比结果见表 ３，通过在基准数据集和

图像数据集上与 ＭＩＧｒａｐｈ［８］、ｍｉＧｒａｐｈ［８］、ＭＩＫＩ［６］、
ＭＧＭＬ⁃ＥＬＭ∗（ＭＧＭＬ⁃ＥＬＭ 进行单标记条件约束后

的算法简称） ［１２］ 的比较，可以发现 ＭＩＬ⁃ＧＣＣ 在

Ｍｕｓｋ１、Ｍｕｓｋ２ 数据集上没有 ＭＩＧｒａｐｈ、ｍｉＧｒａｐｈ 和

ＭＩＫＩ 分类准确率高，但是，在图像类数据集上相对

其他 ３ 种方法具有很好的分类准确率，同时从所有

数据集平均准确率的角度看，ＭＩＬ⁃ＧＣＣ 具有一定的

分类准确率优势．

表 ３　 基于各数据集下的各算法准确率对比

Ｔａｂ．３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｃｃｕｒａｃｙ ｏｆ ｅａｃｈ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ｅａｃｈ ｄａｔａｓｅｔ ％

数据集 ＭＩＧｒａｐｈ ｍｉＧｒａｐｈ ＭＩＫＩ ＭＧＭＬ⁃ＥＬＭ∗ ＭＩＬ⁃ＧＣＣ

Ｍｕｓｋ１ ８４．３ ８８．９ ８８．２ ７８．５ ８１．３

Ｍｕｓｋ２ ８１．３ ８７．４ ８４．３ ７５．６ ７５．６

Ｅｌｅｐｈａｎｔ ７７．８ ８２．３ ８１．４ ８４．３ ８５．３

Ｆｏｘ ６１．２ ６１．６ ６８．５ ７８．６ ８２．１

Ｔｉｇｅｒ ８１．９ ７８．４ ８２．５ ８７．８ ８６．２

２０００⁃Ｉｍａｇｅ ７２．１ ７０．５ ８５．６ ８１．７ ８９．２

平均值 ７６．４ ７８．２ ８１．８ ８１．１ ８３．３

　 　 经实验验证，ＭＩＬ⁃ＧＣＣ 在 Ｍｕｓｋ１、Ｍｕｓｋ２ 数据集

上准确率不高的主要原因是，ＭＩＬ⁃ＧＣＣ 在数据集预

处理 过 程 选 择 局 部 ｋ⁃ｍｅａｎｓ 算 法 不 利 于 挖 掘

Ｍｕｓｋ１、Ｍｕｓｋ２ 数据集中超示例相关性，采用 ｋ⁃ｍｅａｎｓ
算法准确率可达 ９０％，但 ＭＩＬ⁃ＧＣＣ 在图像数据集准

确率和总数据集的平均准确率上未占优势．
同时，为了验证 ＭＩＬ⁃ＧＣＣ 可以有效地提高算法

的执行效率，分别在基准数据集和图像数据集上与

ＭＩＧｒａｐｈ、ｍｉＧｒａｐｈ、ＭＧＭＬ⁃ＥＬＭ∗ 算法进行比较，对
比结果如图 ２ 所示，可以清晰地发现基于图像数据

集，ＭＩＬ⁃ＧＣＣ 算法相对于其他 ３ 种算法需要的运行

时间较少，因此，ＭＩＬ⁃ＧＣＣ 算法在处理规模较大的

数据集时也具有一定的优势．

５　 结语

本文提出的 ＭＩＬ⁃ＧＣＣ 算法通过利用局部 ｋ⁃

图 ２　 各算法执行效率对比

Ｆｉｇ．２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｅｃｕｔｉｏｎ ｅｆｆｉｃｉｅｎｃｙ ｏｆ ｅａｃｈ ａｌｇｏｒｉｔｈｍ

ｍｅａｎｓ 聚类方法确定构建包图的超示例的集合，然
后通过挖掘示例间的相关性确定包图结构，最后基

于图卷积思想直接在包图上建立图分类器，忽略了

包图中节点数和边数对图分类模型的影响．实验验

证了 ＭＩＬ⁃ＧＣＣ 的性能，同时在图像分类领域有明显

的成效．然而，ＭＩＬ⁃ＧＣＣ 在分子数据集上还存在提升
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的空间，因此，如何更充分地选择构建包图的超示例

成为下一步的主要工作．
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